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IINTRODUCCION

En los dltimos afios, el crecimiento exponencial del volumen
y variedad de datos disponibles en salud, junto al desarrollo
de los nuevos modelos de aprendizaje automatico e inteligen-
cia artificial, han supuesto un cambio de paradigma en la for-
ma en que se disefian los estudios clinicos, se construyen
modelos predictivos y se toman decisiones asistenciales'.
Desde las historias clinicas electrénicas hasta los dispositivos
de monitorizacién continua, pasando por registros adminis-
trativos, encuestas poblacionales, estudios observacionales y
sistemas de triaje?, los datos estan cada vez mas presentes en
la actividad clinica diaria.

No obstante, disponer de grandes volimenes de datos no
garantiza su utilidad. El conocido aforismo de que “los cienti-
ficos de datos dedican el 80% de su tiempo a limpiar datos y
el otro 20% a quejarse por tener que hacerlo” refleja una
realidad técnica incuestionable:los datos clinicos, en bruto,no
suelen estar listos para ser analizados®. Con frecuencia con-
tienen errores, valores faltantes, unidades inconsistentes, co-
dificaciones heterogéneas o estructuras poco adecuadas para
su andlisis con los modelos disponibles. Esta situacion puede
levar a interpretaciones erréoneas, modelos sesgados o deci-
siones clinicas inadecuadas si no se abordan correctamente*.

En este contexto, la manipulacién y preparacion de los datos,
ya utilizada con los modelos estadisticos “convencionales”,
resurge como una competencia clave. Comprende un conjun-
to de técnicas destinadas a mejorar la calidad de la informa-
cion y a transformarla en un formato Gtil para su andlisis. En
el caso particular de la Pediatria, donde la edad y el desarrollo
del paciente condicionan los rangos fisioldgicos y la presen-
tacion clinica, este proceso debe contemplar,ademas, elemen-
tos como la variabilidad por edad, la dindmica del crecimiento
o las diferencias entre cohortes pediatricas.

En este articulo se revisan los conceptos clave y las estrate-
gias practicas para la limpieza, transformacion e imputacién
de datos clinicos. Ademas, se abordan los tipos de datos fal-
tantes y sus implicaciones analiticas, asi como las técnicas de
codificacion, normalizacion y reduccion de dimensionalidad
necesarias para aplicar algoritmos de aprendizaje automatico
o realizar andlisis estadisticos vélidos.
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Una adecuada preparacion de los datos es indispensable para
garantizar modelos predictivos fiables, decisiones clinicas in-
formadas y una practica ética basada en evidencia solida.

LOS DATOS EN EL AMBITO SANITARIO

La estructura de los datos sanitarios es intrinsecamente com-
pleja. Por un lado, las fuentes de datos son diversas: desde
registros electronicos y sistemas de gestion hospitalaria, has-
ta dispositivos portatiles como pulsioximetros o monitores
de actividad fisica’. Estos datos pueden estar estructurados,
como en una base de datos tabular donde se registran edad,
peso o diagnostico codificado, o no estructurados, como no-
tas clinicas en texto libre,informes de laboratorio escaneados
o imagenes médicas®.

Ademads, como ya se ha comentado, la variabilidad bioldgica
en Pediatria es sustancial. A diferencia de los adultos, los pa-
rametros clinicos de referencia cambian seglin la edad, el sexo
y el estadio de desarrollo. Una frecuencia cardiaca considera-
da normal en un lactante puede representar taquicardia en un
escolar. Esto requiere adaptar los algoritmos de validacion de
datos para detectar valores atipicos o imposibles sin incurrir
en errores clinicos.

Otro factor relevante es la fragmentacion de los registros’.
Los pacientes pedidtricos pueden ser atendidos en distintos
niveles asistenciales (atencidn primaria, urgencias, hospitaliza-
cion) y es frecuente que los sistemas informaticos no estén
plenamente integrados. Esta fragmentacién complica la unifi-
cacion de fuentes, genera duplicaciones y dificulta el segui-
miento longitudinal del paciente.

Todo lo anterior pone de manifiesto que, antes de aplicar
cualquier técnica analitica o modelo de aprendizaje automati-
co, es imprescindible realizar un andlisis exploratorio inicial
que permita detectar inconsistencias, errores sistematicos y
patrones de datos faltantes. Esta exploracién debe ir seguida
de un proceso de limpieza y preprocesamiento cuidadosa-
mente disefiado, cuya complejidad y profundidad dependeran
en buena medida del tipo de modelo que se pretenda utilizar,
desde regresiones simples hasta redes neuronales profun-
das®’. Solo asi se garantiza que los datos alimenten modelos
validos, fiables y clinicamente Utiles.
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ANALISIS EXPLORATORIO Y LIMPIEZA DE LOS DATOS

Antes de cualquier andlisis estadistico o aplicacion de modelos
de aprendizaje automatico, los datos deben someterse a una
etapa de limpieza. Este proceso busca identificar y corregir
errores sistematicos, inconsistencias y datos faltantes, asi como
validar que las variables estén correctamente definidas'®.

La limpieza de datos comienza con una exploracion inicial: se
calculan estadisticas descriptivas como medias, medianas,
maximos y minimos, y se revisa la frecuencia de los valores
para detectar posibles errores de codificacion o entradas
erréneas''. También se identifican duplicados, se verifican las
unidades de medida y se detectan valores imposibles (por
ejemplo, un peso de 500 kg en un neonato).

A esta etapa se le suma el andlisis gréfico: histogramas, diagra-
mas de caja o graficos de dispersion permiten visualizar la
distribucion de las variables, identificar valores atipicos y en-
tender la relacion entre los distintos parametros. En Pediatria,
este andlisis es fundamental para ajustar los rangos segun la
edad, y evitar eliminar registros validos por considerarlos
anémalos desde una perspectiva “adulta”.

IDENTIFICACION Y MANEJO DE DATOS FALTANTES

Uno de los problemas mas frecuentes (y potencialmente mas
peligrosos) en el andlisis de datos clinicos es la presencia de
datos faltantes'2 Su origen puede ser técnico (fallo en la cap-
tura del dato), organizativo (registro incompleto) o compor-
tamental (rechazo del paciente o familia a responder una
pregunta). Otras razones posibles, especialmente en nuestro
entorno, son la falta de informacion por cuestiones de acceso,
tiempo limitado en la consulta o incluso factores culturales.

Figura 1. Técnicas de imputacion de datos faltantes
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Desde el punto de vista metodoldgico, es fundamental distin-
guir el mecanismo por el cual los datos estdn ausentes'?. Si los
datos faltan completamente al azar (missing completely at
random, MCAR), su ausencia no introduce sesgo, sino impre-
cision en los resultados, y puede manejarse mediante técnicas
simples. Si faltan al azar condicional (missing at random, MAR), es
decir, su ausencia depende de otras variables observadas (por
ejemplo, nivel socioecondmico ausente en pacientes mas jove-
nes), se requiere modelar dicha dependencia para minimizar el
sesgo. Finalmente, si los datos estan ausentes no al azar (missing
not at random, MNAR), como en el caso de preguntas estigma-
tizantes que son evitadas por los pacientes, se requieren técni-
cas avanzadas y supuestos explicitos para abordar su impacto.

Existen multiples estrategias para tratar los datos faltantes
(Figura 1), cuya eleccién depende del tipo de ausencia, su
proporcion y el contexto clinico'. Las estrategias mas senci-
Ilas, como eliminar registros incompletos, pueden resultar en
una pérdida importante de informacién y reducir la potencia
estadistica del estudio. Esto puede ocurrir de manera inad-
vertida para el investigador durante el andlisis de los datos, ya
que muchos paquetes estadisticos realizan los calculos consi-
derando Unicamente los registros completos, reduciendo asi
el tamafio de la muestra.

Las técnicas de imputaciéon mas basicas incluyen la sustitucion
de valores faltantes por la media, mediana o moda de la varia-
ble correspondiente. Estas técnicas son rapidas y faciles de
implementar, pero tienen la desventaja de subestimar la varia-
bilidad y suponer implicitamente que los datos ausentes tie-
nen caracteristicas similares a los presentes, algo no que no
siempre puede afirmarse con seguridad.

En contraposicion, las técnicas avanzadas como la imputacion
por regresion, la imputacién mdltiple o el uso de algoritmos

Sustituir el valor faltante con medidas de
tendencia central (media, mediana, moda)
18 18
<NA> 19
22 22
25 25
<NA> 19
17 # 17
16 16
21 21
<NA> 19
20 20

Crear una nueva categoria para indicar
que el dato falta

Leve Leve
<NA> _faltante_

Leve Leve

Grave Grave
<NA> _faltante_
Moderado # Moderado
Moderado Moderado

Leve Leve
<NA> _faltante

Leve Leve
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de aprendizaje automatico (k-vecinos mds cercanos, arboles
de decision, redes neuronales...) permiten capturar la com-
plejidad de la relacion entre variables y estimar los valores
ausentes de forma mas robusta. Estas técnicas pueden resul-
tar computacionalmente exigentes, pero su uso es recomen-
dable cuando los modelos se destinan a apoyar decisiones
clinicas.

Una alternativa complementaria consiste en introducir una

variable indicadora binaria que sefiale si un valor esta ausente.

Esto puede ser Util cuando la propia ausencia contiene infor-
macion diagndstica o prondstica (por ejemplo, la falta de una
medicion de glucemia puede sugerir que no hay sospecha de
diabetes). En algunas ocasiones, los modelos de aprendizaje
automatico pueden obtener mas informacién de la ausencia
o presencia del dato que del valor del dato imputado. Logica-
mente, pueden combinarse las dos estrategias: imputar el
dato y considerar su ausencia (Figura 2).
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Estos métodos de imputacién avanzados suelen requerir he-
rramientas estadisticas especializadas para su correcta imple-
mentacion. En la practica, estos procedimientos se aplican
habitualmente mediante paquetes especificos en lenguajes
como R (por ejemplo, mice o missForest), o bien a través de
plataformas estadisticas que permiten automatizar el proceso
respetando los supuestos del andlisis. Su uso adecuado exige
conocimientos técnicos y una cuidadosa interpretacion de los
resultados imputados.

TRANSFORMACION DE DATOS PARA EL ANALISIS

Una vez que los datos han sido limpiados e imputados, se
procede a su transformacién para ajustarlos a los requeri-
mientos de los algoritmos analiticos'®. Este paso incluye la
normalizacion (escala los datos entre 0 y 1), la estandariza-
cion (centra los datos en media cero y desviacion uno), y
transformaciones logaritmicas para corregir asimetrias en las
distribuciones.

Figura 2. Combinacidn de técnicas de imputacion de datos faltantes

Leve 0
<NA> 1
Leve 0
Grave 0
I T <NA> 1
Variable indicadora
Leve Moderado 0
<NA> Moderado 0
Leve 0
Leve
<NA> 1
Grave leva 0
<NA>
Moderado
Moderado
Leve Leve 0
L 1l
<NA> eve
Leve 0
Leve . . Grave 0
Variable indicadora
.. L, Leve 1
mas |mputaC|on
. Moderado 0
simple
Moderado 0
Leve 0
Leve 1
Leve 0
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Esta etapa es especialmente relevante al combinar variables
de distinta magnitud y naturaleza, como edad, presion arterial
o niveles hormonales. Las transformaciones permiten garan-
tizar que ninguna variable domine el andlisis debido a su esca-
la y mejoran el rendimiento de algoritmos sensibles como
k-NN o redes neuronales.

CODIFICACION DE VARIABLES CATEGORICAS

Los modelos matematicos no pueden trabajar directamente
con variables categoricas si no se transforman en representa-
ciones numéricas. Este tipo de variables son frecuentes en
nuestro entorno: sexo, tipo de vacuna, diagnéstico, nivel de
gravedad... Las técnicas mas comunes son la codificacion por
etiquetas y la codificacién binaria (Figura 3)'6!7.

La codificacion por etiquetas es bien conocida por su aplica-
cion para el uso de modelos estadisticos mas clasicos. Este
método asigna un nimero entero Unico a cada categoria pre-
sente en la variable. Por ejemplo, una variable “tipo de alimen-
tacion” con categorias “lactancia materna”,“lactancia artificial”
y “mixta” podria codificarse como 0, | y 2, respectivamente.

Aunque es una técnica sencilla y eficiente en términos com-
putacionales, la codificacion por etiquetas introduce un orden
numérico entre categorias que puede no reflejar ninguna
jerarquia real. Esto puede generar problemas en modelos
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sensibles a la escala o al orden, como regresiones lineales o
redes neuronales, donde el algoritmo podria interpretar
erréneamente que una categoria “vale mas” que otra por su
valor numérico asignado. En entornos clinicos, donde muchas
variables categdricas no implican relacién de orden, es funda-
mental considerar si esta técnica es adecuada o si es preferi-
ble utilizar alternativas como la codificacion binaria, que evi-
tan este tipo de sesgos.

La codificacidn binaria, también conocida como one-hot enco-
ding, es una técnica frecuentemente utilizada para modelos de
aprendizaje automdtico. Consiste en crear una nueva variable
para cada categoria distinta dentro de la variable original, de
modo que cada observacion recibe un valor de | en la nueva
variable correspondiente a su categoria y 0 en las demas. Por
ejemplo, si la variable “tipo de vacuna” incluye las categorias
“triple virica”, “hexavalente” y “meningocécica”, la codifica-
cién binaria generara tres nuevas columnas, una por cada tipo
de vacuna,y marcara con un | la columna correspondiente a
la categoria presente en cada registro. Este concepto se ase-
meja al de la creacidn de variables indicadoras (dummies) de
los modelos estadisticos.

Esta técnica evita la introduccion de un orden arbitrario entre
categorias, lo que la hace especialmente (til cuando las cate-
gorias son nominales, es decir, sin jerarquia. Sin embargo, la
codificacion binaria también tiene inconvenientes. El mas re-
levante es el aumento de la dimensionalidad del conjunto de

Figura 3. Técnicas de codificacion de variables cualitativas

Codificacion ordinal

Paciente | Intensidad
1 3
2 2
3 1
4 2
5 1
6 1
7 3
8 2

Intensidad: 1 leve, 2 moderada, 3 grave.

Codificacion binaria

Paciente Leve Moderada Grave
1 0 0 1
2 0 1 0
3 1 0 0

6 1 0 0
7 0 0 1
8 0 1 0

Evid Pediatr. 2025;21:36.
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datos, especialmente cuando la variable original contiene mu-
chas categorias. Esto puede dificultar la interpretacion del
modelo, incrementar el tiempo de procesamiento y aumentar
el riesgo de sobreajuste, en particular en conjuntos de datos
pequefios.

REDUCCION DE DIMENSIONALIDAD

Los conjuntos de datos clinicos suelen contener muchas va-
riables, algunas de las cuales pueden estar correlacionadas o
no aportar informacion Util al andlisis. La reduccién de dimen-
sionalidad, a través de técnicas como el andlisis de componen-
tes principales, permite transformar las variables originales en
combinaciones lineales que concentran la mayor parte de la
informacion. Esto reduce el tiempo de célculo, mejora la in-
terpretacion y disminuye el riesgo de sobreajuste.

INGENIERIA DE VARIABLES

La ingenierfa de variables (ingenieria de caracteristicas o fea-
ture engineering), consiste en crear, transformar o seleccionar
variables que mejoren el rendimiento del modelo. Esto puede
implicar la creacion de nuevas variables combinadas, la trans-
formacion de variables existentes, o la seleccion de aquellas
mds relevantes segln criterios estadisticos o clinicos. En Pe-
diatria, donde la interaccion entre variables como edad, peso,
antecedentes o habitos puede ser compleja, este paso puede
resultar decisivo para construir modelos Utiles y precisos.
Ademas, dentro del ambito del aprendizaje automatico, cons-
tituye uno de los pilares del preprocesamiento necesario para
optimizar el rendimiento de los futuros modelos.

Asi, vemos que el preprocesamiento de los datos es una fase
critica e imprescindible de los proyectos de andlisis clinico y
elaboracion de modelos predictivos'®. En medicina en general,
y en Pediatria en particular, esta etapa cobra una importancia
aun mayor por la complejidad de los datos, la variabilidad de
los pacientes y las implicaciones clinicas de los resultados.
Una correcta manipulacién de los datos no solo mejora la
calidad del andlisis, sino que constituye un acto de responsa-
bilidad clinica y ética hacia los pacientes que nos confian su
informacion.
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